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1．はじめに 

ディープラーニング技術は、ビジネスや産業の応

用を中心として、急速に発達している[1-8]。特に、

自動運転技術[5]のコアである画像認識の性能が、従

来よりも圧倒的に高いことが牽引力である。また、

Alpha GO [6]は、ディープラーニング技術の応用と

して有名である。ディープラーニングは、ニューラ

ルネットワークを用いた機械学習の１つであり、多

層のニューラルネットワークを用いることが特徴で

ある。機械学習の主たるタスクは、教師付データの

認識、教師なしデータの分類、回帰予測の３つであ

る。様々な分野でこれらのタスクに対して、ディー

プラーニングが高い性能を示すことが報告されてい

る。また、ソフト環境や入門書も充実し、比較的簡

単に利用することができる[9,10]。ゴム材料に関する

計算科学的研究でも活用が進んでいる[11,12]。我々

は、ゴム中のフィラーの断面像について、ディープ

ラーニングによる画像分類が、従来の HOG 特徴量

の SVM による分類よりも、遙かに高性能であるこ

とを報告した[11]。また、ディープラーニング技術

の１つである SRGAN を用いた超解像化処理につい

て、集束イオンビーム走査型電子顕微鏡（FIB-SEM）

の非対称な解像度での観察における有効性について

報告した[12]。ディープラーニングの性能を高める

ためには、ネットワーク構成や、様々な閾値パラメ

ータや関数などを最適化する必要がある。これは、

ハイパーパラメータの最適化と呼ばれる。 

本課題では、ハイパーパラメータの最適化におい

て、遺伝的アルゴリズム等を適用することで、ゴム

材料に関するデータに対するディープラーニングの

性能を、半自動的に向上させる手法・仕組みの構築

に向けて、準備的な検討を実施した。 

2．Deep Learningによる画像分類と最適化 

Deep Learningによる画像分類について、情報理論

的な側面ではなく、計算機利用の観点で簡単に説明

する。畳み込みニューラルネットワーク(CNN)によ

る事例としては、TensorFlow のチュートリアルの

MNISTの手書き数字の分類がよく知られている。こ

の事例では、畳み込み層が３層のモデルが用いられ

ている。MNISTと同じようにデータを準備すれば、

顔写真などの任意の画像データに対するディープラ

ーニングは、Tensorflow などのツールを用いて簡単

に実施することができる[9]。 

 

2.1 TensorFlowと Kerasについて 

Tensorflowは、Google社が開発したオープンソー

スのディープラーニングのライブラリである。Keras

は、Tensorflowなどを簡便に使うための pythonベー

スのラッパーであり、バランスの良さから広く普及

している。図 1のように、python中でモデルを定義

するスタイルで利用する。 

 

 
図 1  Kerasでのモデルの記述例 

 

 
 

対象とする。これは、政令指定都市下の行政区は仮

想個票を生成する上で必要となる統計表が公開され

ているからである。表 1の市区町村数は政令指定都

市下の行政区を含み、政令指定都市と図 1の 9種類

の家族類型に属する個人が存在しない地域を除い

た。 

仮想個票を生成する際に発生する統計表との差

の一例を表 2に示す。生成時の設定として、探索回

数を手法 1は 100,000回 / 人、手法 2は 1,000回 / 世

帯、手法 3は 10,000回 / 世帯、手法 5は 500回 / 人

とし、SA法のパラメータは初期温度 1.0、収束温度

0.1、指数冷却とした。表 2から、手法 1における統

計表との誤差は 9,500 前後である。これは、合成対

象の約 1 億人に対して、約 9,500 人ほど、統計表と

生成した仮想個票に相違があることを示している。

手法 2では約 22万世帯、統計表と仮想個票に相違が

ある。手法 3では統計表と仮想個票に約 400万人の

相違があり、手法 1、2と比べ大きな誤差が発生して

いる。手法 3は手法 1と手法 2の後に町丁目属性の

追加をしている。そのため、手法 3の統計表との誤

差は手法 1と手法 2の統計表との誤差の影響を受け

る。また、町丁目属性の追加に用いる統計表は粗い

統計表しか公開されていない。そのため、手法 1と

手法 2に比べ統計表の調整や推計が必要となり、仮

想個票を統計表に適合させることが困難であった。

手法 5の統計表との誤差は 2010年に比べ 2015年が

多い。これは、手法 1の影響を受けた結果、2010年

と比べ 2015 年の統計表との誤差が増加したと考え

られる。 

4. おわりに 

本研究では、日本全国の約 1900 市区町村におけ

る、2000年、2005年、2010年、2015年の統計情報

を用いた、図 2に示す属性をもつ仮想個票を 10セッ

ト作成した。本研究により生成した仮想個票の提供

を予定しており、希望される研究者がおられれば、

関西大学 村田（murata@kansai-u.ac.jp）まで連絡を

いただきたい。 
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表 1 対象の市区町村数、世帯数及び人口 

年度 市区町村数 世帯数 人口 

2010 1,901 49,389,597 116,161,897 

2015 1,891 50,962,785 115,552,530 

 
表 2 統計表との誤差（10試行の平均値） 

手法 
年度 

2010年 2015年 

手法 1 世帯構成の生成 9,205.8 9,845.8 

手法 2 住宅関連属性の追加 226,151.6 219,943.8 

手法 3 町丁目属性の追加 4,165,598.1 4,582,970.5 

手法 5 所得関連属性の追加 56,599.0 65,233.0 
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2.2 CNNのハイパーパラメータの最適化 

Keras の python スクリプトでは、ネットワークの

層の数や、種々のパラメータを系統的に変えた性能

評価を簡単に行うことができる。多数のパラメータ

の探索的な最適化手法としては、単純なグリッドサ

ーチやランダムサーチに加えて、pythonベースのラ

イブラリを利用することでより効率的な探索法を、

手軽に実施することができる。最近、pythonの進化

計算ライブラリ(Deap)を用いて、遺伝的アルゴリズ

ムで２層 CNN のパラメータ探索をする事例も出て

きた[13]。本課題では、ハイパーパラメータの最適

化において、進化計算の手法と HPCを活用して、効

率化する検討を目的とした。 

 

3．ゴム中フィラーの画像分類の計算機実験 

 我々は、ゴム中のフィラーの断面像に関して、デ

ィープラーニングの画像分類がどのような特性を持

ち、必要な条件や最適な条件がどう決まるかに関心

がある。特に、実験データを多数用意することが困

難であるため、有意な判断を得るために最低限必要

な実験データ数や撮影条件に関する情報を得たい。 

 

3.1 撮影領域やデータ数に応じた性能に関する

検討 

 ゴム中のフィラーの画像分類に関する基礎的な検

討を行うために、実験データの代わりに、SPring-8

で計測した結果を「京」を用いて逆問題推定したフ

ィラーの３次元構造のデータを用いた（図 2）。末端

変性 SBR(M-SBR)と、未変性 SBR(n-SBR)の 2種類の

3次元構造を得ている。 

 
図 2  散乱スペクトルからのフィラー構造推定の概要 

本検討では、画像データとして、この 2種の構造

とランダムにナノ粒子を配置した 3 次元構造(Rnd)

から、ランダムな位置でランダムな方向のスライス

像を多数作成した。ディープラーニングによる画像

認識の性能評価では、学習用、テスト用、評価用の

３つのデータセットを利用する（図 3）。最初に、撮

影領域の大きさと、画像数に対する性能の変化を調

べた。評価用の画像数は 1000に固定し、学習用とテ

スト用の画像数を、8000枚毎、2000枚毎、500枚毎

とした。撮影領域の大きさは、(250nm)2、(500nm)2、

(1000nm)2の 3種とした。表 1に示すように、画像数

が多いほど、正答数が大きくなった。また、 

(1000nm)2のでは、500枚毎でも 9割の正答率となっ

た。一方で、(500nm)2では、画像数が減ると、n-SBR

の正答率が低下した。 

 

 
図 3 性能評価におけるデータと処理の流れの概要 

 
表 1 全結合層の数に対する正答数の挙動 

撮影領域 画像数 M-SBR n-SBR Rnd 
(250nm)2 8000+8000 434 925 516 
(500nm)2 
  
  

500+500 981 663 925 
2000+2000 965 791 950 
8000+8000 908 889 993 

(1000nm)2 
  
  

500+500 914 915 1000 
2000+2000 978 974 1000 
8000+8000 940 995 1000 

 

3.2 FIB-SEM観察データに対する予備検討  

 2nm 解像度で FIB-SEM で観察したデータ[14]か

ら、(1000nm)2で 880x4枚の画像を取得した。（図 4）。

M-SBR, n-SBR, Rndの 3種類の画像分類を考えた。

ハイパーパラメータ最適化の予備検討として、全結

合層の数を変えて、正答数の挙動を確かめた（表 2）。

ディープラーニングのモデルの違いにより、性能が

変わることを確かめた。 
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図 4  FIB-SEMで観察した 3次元像とデータの流れ 

 
表 2 全結合層の数に対する正答数の挙動 

 M-SBR n-SBR Rnd 

C4F2 753 767 880 

C4F3 744 717 880 

C4F4 863 812 880 

C4F5 880 766 880 

C4F6 878 823 880 

C4F7 878 741 880 

C4F8 878 833 880 

C4F9 880 542 880 

 

3.3ハイパーパラメータの最適化の検討 

 基礎的な検討を行うために、3.1で利用したデータ

を用いて、ハイパーパラメータの最適化の手法を検

討した。最近、ハイパーパラメータの最適化に関し

ては、多くの研究がなされ、それらの報告がインタ

ーネット上でも紹介されている。最終的には、

Keras-2 で、 python の最適化ツールを併用し、

Scikit-learnのGridSearchCVを用いたグリッドサーチ

やランダムサーチや、Goptを用いたベイス最適化、

hyperoptを用いた SMBO TPE探索[15]などのコード

が、ゴム中のナノ粒子の断面像のデータに対して動

作することを確認した。現在、これらの計算特性や

HPC をベースとした処理の最適化について検討し

始めたところである。 

 上記のツールでは、基本的には、シリアルで探索

を行い、1 つの探索過程で 1 つのハイパーパラメー

タセットの学習の計算処理を行う。ディープラーニ

ングの場合、一般に、１つのハイパーパラメータの

セットに対する学習には、多くの計算時間を要する。

この時間短縮には、1ノードに多数の GPUを搭載し

た計算装置を用いることが 1つの対応である。分散

ノードでの高速化としては、データ並列やモデル並

列が考えられるが、これらの検討は今後の課題であ

る。加えて、ハイパーパラメータをシリアルで探索

する代わりに、投機的な並列計算で経過時間を高速

化する方法も検討する価値は高いと考えられる。さ

らに、学習済みの結果を再利用することで効率が高

められる場合は、その際利用を積極的に行う高速化

も重要と考えられる。 

 

4．おわりに 

本課題では、ディープラーニングによる画像分類

におけるハイパーパラメータの最適化について検討

した。Keras-Tensorflowをベースとしたハイパーパラ

メータの最適化について、実際に動作検証を行った。

本課題の計算資源である VCCでは、CentOS6であっ

たため、CUDA7.5、Python3、Tensorflow1.3などの動

作環境整備に多くの時間を費やす結果となった。分

散処理については、ノード内のマルチ GPU利用まで

は検討したが、ノード間での分散処理の検討は十分

にできなかった。現状は、ディープラーニング処理

自体の高速化よりも、ハイパーパラメータの探索の

高速化の方が、全体性能に与える影響が大きいと思

われる。この方向の検討として、効率的な探索法を

用いたハイパーパラメータの探索法の検討を引き続

き行うとともに、進化的アルゴリズムでハイパーパ

ラメータを探索する方法などの検討を行っていく。 

 さらに、FIB-SEMなどで観察した現実実験のデー

タに対して、ハイパーパラメータの最適化を検討し

ていく予定である。また、単純な画像分類外にも、

高分子材料系の機能-構造相関の予測として、構造に

関するデータから、機械的特性などの機能がディー

プラーニングで予測可能であるかについて検討して

いく予定である。 
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表 1 全結合層の数に対する正答数の挙動 

撮影領域 画像数 M-SBR n-SBR Rnd 
(250nm)2 8000+8000 434 925 516 
(500nm)2 
  
  

500+500 981 663 925 
2000+2000 965 791 950 
8000+8000 908 889 993 

(1000nm)2 
  
  

500+500 914 915 1000 
2000+2000 978 974 1000 
8000+8000 940 995 1000 

 

3.2 FIB-SEM観察データに対する予備検討  

 2nm 解像度で FIB-SEM で観察したデータ[14]か

ら、(1000nm)2で 880x4枚の画像を取得した。（図 4）。

M-SBR, n-SBR, Rndの 3種類の画像分類を考えた。

ハイパーパラメータ最適化の予備検討として、全結

合層の数を変えて、正答数の挙動を確かめた（表 2）。

ディープラーニングのモデルの違いにより、性能が

変わることを確かめた。 
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JSR（株）冨永哲雄博士との共同研究である。また、

画像分類の検討に用いたデータは、理化学研究所の

スーパーコンピュータ「京」を利用して得られた成

果（課題番号： hp130050, hp140082, hp140239, 

hp150050, hp150064）を利用している。さらに、

JHPCN 公募課題（課題番号：10-MD01, 11-MD02, 

12-MD03, jh130028-NA19, jh140026-MD02, 14-NA28, 

jh150002-NA01, jh160036-NAH）や、HPCI公募課題

（課題番号：hp130062, hp130122, hp140191）などの

実施を通じて得られた知見の一部を活用している。 
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